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Аннотация: В статье рассмотрены принципы построения математических моделей искусственных нейронных сетей и различные области их применения. Основное внимание уделяется области обработки аудиосигналов и потенциалу использования алгоритмов машинного обучения в данной сфере.
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Машинное обучение постепенно меняет лицо нашего мира. Нам больше не нужно учить компьютеры, как выполнять сложные задачи, такие как распознавание изображений или перевод текста: вместо этого мы создаем специальные системы, которые позволяют им научиться делать это самостоятельно. 
Самая мощная форма машинного обучения, используемая в наши дни, называется «глубокое обучение». С ее помощью возможно построить сложную математическую структуру, называемую нейронной сетью, основанную на огромных объемах данных. 
Как правило, высказывание, что мозг человека на самом деле гораздо      более мощный, чем компьютер – является верным, в основном потому, что человек может выполнять широкий спектр задач лучше, чем машины. Исторически одной из таких областей было восприятие, процесс, посредством которого вещи в мире - звуки и образы - могут превращаться в концепции внутри разума. Обладание данным умением важно для нашего собственного мозга, а также довольно полезно для компьютера. [1, с. 2].
Давайте на минутку подумаем о том, что же именно должна делать модель для обработки визуальной информации. Основная задача восприятия заключается в том, чтобы взять изображение и сказать: «Это рыба», что является простейшей задачей для человеческого мозга. Но для компьютера это было невыполнимым заданием всего несколько лет назад. Классическая вычислительная парадигма для этой задачи категорически не подходит. Таким образом, то действие, что происходит между пикселями, процесс, происходящий между обработкой изображения рыбы и словом «рыба», по сути представляет собой набор нейронов, связанных друг с другом определенным образом. Такая  нейронная сеть может быть биологической, и находиться внутри нашей зрительной коры, однако в настоящее время существует и альтернатива – мы начинаем моделировать такие нейронные сети на компьютере. 
Итак, пиксели, которые мы можем рассматривать как первый слой нейронов, и именно таким образом это работает в глазу – это нейроны в сетчатке. И они поступают вперед в один слой за другим, все эти слои связаны синапсами разного веса. Поведение этой сети характеризуется свойствами всех этих синапсов. Они характеризуют вычислительные свойства, присущие этой сети. И в конце концов у нас появляется нейрон или небольшая группа нейронов, которая загораются, обозначая получение сигнала «рыба». 
Конечно, научить нейронную сеть распознавать рыбу или любой другой объект на изображении – крайне непростая задача. Она может быть решена точно таким же образом, которым в детстве мы производили  свое собственное обучение – с помощью длинной цепочки итераций – мы видим много, много изображений в детстве, и взрослые нам говорят: «Это рыба; а это не рыба». И со временем, через итерацию, эти нейронные связи у нас закрепляются. 
В нейронных сетях наиболее популярными и широко распространенными алгоритмами являются градиентный спуск и алгоритм обратного распространения ошибки.

Градиентный спуск – это самый простой алгоритм обучения, используемый в случае контролируемой модели обучения. В случае, если фактический результат отличается от целевого, обнаруживается разница или ошибка. Алгоритм градиентного спуска изменяет вес сети таким образом, чтобы минимизировать эту ошибку. 
Обратное распространение – это расширение градиентного правила дельта-обучения. Здесь, после обнаружения ошибки (разницы между желаемым и целевым конечным результатом), ошибка распространяется обратно от выходного слоя к входному слою через скрытый слой. Данный алгоритм обычно используется в случае многослойной нейронной сети.

Нейронные сети уже сегодня имеют достаточно широкий спектр применения. Всего несколько основных областей: 
Распознавание символов - концепт распознавания символов стал очень важным, так как небольшие портативные устройства, такие как Palm Pilot, становятся все более популярными. Нейронные сети могут использоваться для распознавания рукописных символов. 
Сжатие изображений. Нейронные сети могут одновременно получать и обрабатывать огромное количество информации, что делает их весьма полезными для сжатия изображений. С ростом Интернета и, как следствие, ростом числа людей, которые используют много изображений на своих сайтах, использование нейронных сетей для сжатия изображений может оказаться стоящей идеей.
 Музыка – даже такая сложная вещь, как сочинение музыки – задача, подвластная хорошо обученной нейронной сети. Если для обучения достаточно входных данных, нейронные сети могут даже имитировать произведения конкретного человека-композитора. 
Обработка аудиосигналов является довольно сложной областью по большому количеству причин. Одна из них – необходимость в адекватном представлении входящих данных. Одним из наиболее изящных решений является использование партитур, что дало бы возможность получить доступ к логичному и ясному описанию данных, однако этот формат зачастую бывает недоступным.   Музыка в формате MIDI также могла бы быть использована по аналогичным причинам, но некоторые данные теряются при преобразовании в MIDI из любого другого формата, если музыка не была написана с учетом стандартов MIDI, что встречается редко. Цифровые аудиоформаты, такие как WAV, mp3 и ogg, используются, когда само аудио является частью анализа. Форматы с потерями, такие как mp3 и ogg, хороши для человеческого уха, но могут упускать важные данные для изучения. Кроме того, некоторые кодировки создают артефакты, которые могут вводить в заблуждение автоматический анализатор. 
Классификация аудио является фундаментальной проблемой в области обработки аудио. По сути, задача состоит в том, чтобы извлечь некоторые маркеры из аудио, а затем определить, к какому классу принадлежит аудио. Многие полезные приложения, относящиеся к аудио классификации, уже разработаны и исполняют свои функции - такие как жанровая классификация, распознавание инструмента и идентификация исполнителя. 

Благодаря Интернету у нас теперь есть миллионы песен, которые мы можем слушать в любое время. Системы музыкальных рекомендаций помогают справиться с этой информационной перегрузкой, автоматически рекомендуя новую музыку слушателям. Контент-провайдеры, такие как Spotify и Saavn, разработали очень сложные механизмы рекомендации музыки. [2, с. 1].Эти модели используют прошлую историю прослушивания пользователя среди многих других функций для создания настраиваемых списков рекомендаций. Традиционно, Spotify полагался в основном на совместную фильтрацию для создания своих рекомендаций. Идея совместной фильтрации заключается в определении предпочтений пользователей, исходя из исторических данных об использовании. Например, если два пользователя слушают в основном один и тот же набор песен, их вкусы, вероятно, схожи. И наоборот, если две песни слушаются одной и той же группой пользователей, они, вероятно, звучат одинаково. Такую информацию можно использовать для выработки рекомендаций. Подходы чистой совместной фильтрации не используют какую-либо информацию о рекомендованных элементах, за исключением моделей потребления, связанных с ними: они не зависят от содержимого. Это делает эти подходы широко применимыми: один и тот же тип модели может использоваться, например, для рекомендации книг, фильмов или музыки. К сожалению, это также оказывается их самым большим недостатком. Из-за их зависимости от данных об использовании популярные элементы будет гораздо проще рекомендовать, чем непопулярные, поскольку про них доступно больше данных об использовании. Это может сделать рекомендации скучными и предсказуемыми. 
Именно поэтому применение нейронных сетей для анализа самого контента действительно может оказаться более привлекательным подходом. 
Для базового анализа может подойти глубокая нейронная сеть, состоящая всего из двух сверточных слоев и двух полностью связанных слоев. Однако такая сеть неспособна дать достаточно релевантные для создания полноценной системы музыкальных рекомендаций данные, так как из виду будет упущена масса параметров. 
Классификация аудио является фундаментальной проблемой в области обработки аудио. В основном это так по причине того, что результаты глубокого обучения сильно зависят от исходных данных, и представить аудио в адекватном для машинного восприятия виде довольно сложно, даже если оно будет представленно качественной записью в lossless формате.
Использовать простое представление аудио уравнением волны - отобразив зависимость амплитуды от времени – недостаточно. 
Используем быстрое преобразование Фурье, получим периодограмму, которая демонстрирует величину сигнала, приходящуюся на каждую из частот. В  случае музыкальных отрывков чаще всего сила сигнала приходится на низкие частоты, несмотря на то, что изначально берется диапазон от 1 Гц до частоты Найквиста, в этом случае 22 тысяч Гц. Отгадка проста – человеческое ухо наиболее чувствительно к перепадам на низких частотах, поэтому становится очевидно, что именно эти частоты используются наиболее часто.
Далее наступает очередь оконного преобразование Фурье, где мы используем окно Хемминга как оконную функцию, внутри которой и будет выполняться быстрое преобразование Фурье. Его ширина в этом эксперименте составляла 25 мс, а шаг - 10 мс. 
Время фильтрации. Стандарт фильтрации – 26 фильтров(или вейвлетов), после пропускания результатов через них мы получим матрицу 26х100, которая показывает, как значения по фильтрам изменяются во времени. Данный формат данных уже можно использовать как входную информацию для нейронной сети, однако во имя повышения точности не помешает совершить еще один, последний, шаг.
Последний шаг – мел-частотные кепстральные коэффициенты, которые мы получаем путем дискретного косинусного преобразования, что дает нам более полное представление о т.н. фонемах, то есть особых отличительных признаках сигнала. 
Входными данными в исследовании является free music dataset, включающий в себя 8 жанров. Таким образом, для тренировки было использовано порядка тысячи разнообразных коротких треков в lossless формате .wav
Переходим к моделям. Первое, что приходит на ум при виде задач, связанных с анализом событий во времени – рекуррентная нейронная сеть. С помощью генетического алгоритма выводим оптимальную конструкцию – 2 слоя с долгой краткосрочной памятью и 4 связанных слоя. Результат после 10 эпох – 77% точности (см. рисунок 1)
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Рисунок 1.
 Сверточная нейронная сеть сейчас на пике популярности за счет выдающихся способностей в распознании паттернов. Оптимальная конструкция – 3 сверточных слоя, 2 связанных, итог – 86% (см. рисунок 2). Это уже заметно более высокий результат, и, возможно, такая сеть могла бы быть успешно примененной, однако всегда можно пойти дальше.
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Рисунок 2.

 Почему бы не попробовать соединить лучшее от обеих моделей и посмотреть, что будет?
А будет сверточно-рекуррентная нейронная сеть, которая с запасом выигрывает у обоих своих прародителей, завершив свое обучение с результатом в 92% точности (см. рисунок 3).  Эта сеть использует одновременно и память о ранее произошедших событиях, и точную инициализацию разнообразных паттернов, характерных для того или иного жанра.
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Рисунок 3
Таким образом, комбинационный вариант нейронной сети оказался наиболее выигрышным из всех, хотя и, к сожалению, заметно более времяемким для обучения. Именно поэтому сети подобной сложной конструкции рекомендуется тренировать с использованием графической памяти, что способно значительно облегчить процесс и сократить его во времени в несколько раз.
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